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 Диабетическая ретинопатия является одним из основных побочных эффектов диабета, которая вызывает 
тяжелые последствия, вплоть до слепоты. Основной задачей является ранняя диагностика данного заболевания с целью 
своевременного и эффективного лечения. Диабетическая ретинопатия может быть обнаружена гораздо быстрее и 
более точно, если использовать методы машинного обучения для анализа изображений сетчатки глаза человека. 
Разработка методов и алгоритмов детекции и классификации данного заболевания, а также автоматизация этого 
процесса, являются актуальными задачами и экономически эффективным мероприятием.
 В статье основное внимание уделено вопросу классификации стадий диабетической ретинопатии с 
помощью нейронных сетей на основе изображений сетчатки глаза человека. Oписана задача классификации стадий 
диабетической ретинопатии, а также предложено использование архитектуры глубоких нейронных сетей на основе 
VGG16 и VGG19 с добавление пользовательских слоёв. В результате проведенных экспериментальных исследований 
приведены рекомендации по выбору размера исходных изображений сетчатки глаза, а также этапу предварительной 
обработки (обрезке изображения). 
 Выполнено исследование используемого набора данных, в результате чего обучение моделей нейронных сетей и 
оценка результатов проводилась с учетом дисбаланса классов.
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Введение

Диабет – это хроническая болезнь, раз-
вивающаяся, когда поджелудочная железа не 
вырабатывает достаточно инсулина или когда 
организм не может эффективно использовать 
вырабатываемый им инсулин. Распространен-
ным следствием диабета является повышен-
ный уровень содержания сахара в крови, что со 
временем приводит к серьезному повреждению 
многих систем организма, особенно нервов и 
кровеносных сосудов. Диабетическая ретинопа-
тия (ДР) – это заболевание сетчатки глаза, возни-
кающее в результате воздействия диабета, когда 
повреждаются кровеносные сосуды задней ча-
сти сетчатки. У пациентов достаточно длитель-
ный промежуток времени может развиваться 
диабетическая ретинопатия. Одним из ранних 
и наиболее эффективных методом диагности-
ки является фундус-обследование. По данным 
Всемирной организации здравоохранения с ди-
абетом связан почти один миллион случаев сле-
поты во всем мире. Ранний скрининг и лечение 
ретинопатии позволяют минимизировать риск 
слепоты у пациентов, а также являются эконо-
мически эффективными мероприятиями [1-3].

Для того, чтобы диагностировать это за-
болевание, офтальмологам приходится вручную 
анализировать состояние сетчатки с помощью 
фундус-линзы. Системы компьютерной диа-
гностики могут помочь облегчить этот процесс, 
автоматически определяя ДР на изображениях 
сетчатки. Автоматический анализ изображений 

сетчатки позволит сократить время постановки 
диагноза, сократить затраты, качественно улуч-
шит результаты. Целью данного исследования 
является разработка моделей анализа изображе-
ний сетчатки глаза на основе нейронных сетей 
глубокого обучения для решения задачи детек-
ции и определения степени тяжести ДР [4].

Глубокое обучение является передовой 
областью исследований машинного обучения. 
Оно представляет из себя нескольких скрытых 
слоев искусственных нейронных сетей. Мето-
дология глубокого обучения применяет нели-
нейные преобразования и модельные абстрак-
ции высокого уровня на больших базах данных. 
Недавние исследования показали возможность 
использования глубокого обучения в качестве 
основного инструмента для цифровой обработ-
ки изображений. При работе с видео/изображе-
ниями наиболее часто используют сверточные 
нейронные сети (Convolution Neural Networks). 
Данный подход активно применяется для реше-
ния широкого круга задач анализа и распозна-
вания изображений сетчатки глаза, в том числе 
и для решения задачи классификации стадий 
диабетической ретинопатии, в результате чего и 
был выбран для проведения исследования [5-8].

Исследование набора данных для 
экспериментов

В качестве набора данных для постро-
ения моделей машинного обучения использо-
вался набор APTOS [9], который представляет 
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собой большой набор изображений сетчатки, 
сделанных с помощью фундус-линзы при раз-
личных визуальных условиях. Изображения 
размечены экспертами в соответствии со сте-
пенью тяжести диабетической ретинопатии по 
шкале от 0 до 4. В зависимости от типа и сте-
пени типичных признаков диабетической рети-

нопатии (ДР), таких как микроаневризмы, ми-
крокровоизлияния, микроинфаркты, липидные 
экссудативные очаги, неоваскуляризация и т. д., 
болезнь классифицируется в несколько этапов: 
начальная, умеренная, тяжелая и пролифератив-
ная [10], таблица 1.

Таблица 1
Основные стадии ДР

 Набор изначально разделен на обуча-
ющий (3662 изображений) и тестовый (1928 
изображений) наборы. Т.к. тестовый набор не 
размечен и не известны метки классов, то в ис-
следовании использовался только обучающий 
набор данных. Данные в обучающем наборе 

несбалансированные («0» – 1805 изображений, 
«1» – 999 изображений, «2» – 370 изображений, 
«3» – 295 изображений, «4» – 193 изображений). 
Распределение изображений по классам в обу-
чающем наборе представлено на рисунке 1. 

Рисунок 1 – Распределение изображений по классам

 Одним из решений для несбалансиро-
ванных данных является расчет веса для каждо-
го класса, который уравновесит перекос в дан-
ных и выровняет распределение, который позже 
можно ввести в модель в качестве отдельного 
параметра. Этот подход в дальнейшем и был ре-
ализован, см. таблица 2.
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Таблица 2

Веса классов исходя из числа изображений в одном классе

 Изображение являются цветными и 
представлены тремя каналами Red, Green и 
Blue, могут содержать артефакты, быть не в фо-
кусе, недоэкспонированными или переэкспони-
рованными. Данные были собраны несколькими 

клиниками с помощью различных камер в тече-
ние длительного периода времени, что вносит 
дополнительную вариабельность. Примеры изо-
бражений различных классов представлены на 
рисунке 2.

Рисунок 2 – Примеры изображений различных классов

 Для реализации процесса обучения мо-
дели нейронной сети была выполнена подго-
товка данных. 3662 изображения обучающего 
набора APTOS разделены на обучающую, вали-
дационную и тестовую выборки в пропорциях 

60% (2196 изображений), 20% (733 изображе-
ния) и 20% (733 изображения) соответственной. 
Распределение классов в рамках каждой из вы-
борок представлено в таблице 3.

Таблица 3
Распределение классов в обучающей, валидационной и тестовой выборках

Распределение классов в обучающей, валидационной и тестовой выборках

Архитектура моделей на основе нейронных 
сетей

 Подавляющее число исследователей 
задачи анализа изображений сетчатки глаза ра-

ботают со свёрточными нейронными сетями. 
В настоящее время предложено большое число 
архитектур, которые в той или иной степени 
успешно используют [11]. В качестве базовых 
архитектур для исследования были выбраны ар-
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хитектуры нейронных сетей VGG16 и VGG19 
[12]. Они эффективны при решении широкого 
круга задач и их результаты интерпретируемы в 
ввиду достаточно простых структур. Для реали-
зации нейронной сети использовался фреймворк 
глубокого обучения Keras на базе TensorFlow 
[13]. Основной моделью в Keras является после-
довательная модель, которая представляет собой 
набор последовательных сетевых уровней. В ре-
зультате построена модель Sequential с исполь-
зованием Sequential API, представляющей собой 

набор библиотечных вызовов. Преимущество 
Sequential API состоит в том, что для создания 
модели просто называются слои в порядке от на-
чала до конца. При создании модели использо-
валась технология переноса обучения (Transfer 
Learning) [14], а основу модели составили ар-
хитектуры VGG16 и VGG19, предобученные 
на наборе ImageNet [15]. Каждая из архитектур 
VGG16 и VGG19 исследовалась отдельно. Резю-
ме моделей в Keras представлены на рисунке 3.

Рисунок 3 – Резюме моделей VGG16 и VGG19

 Основная идея при построении модели 
заключается в добавлении к стандартной архи-
тектуре пользовательских слоев, прежде всего 
полносвязных (Dense) и сглаживающих (Flatten). 
Кроме того, один из подходов к повышению 
точности модели и уменьшению переобучения 
заключается в добавлении к полносвязным сло-
ям слоя Dropout [16] и слоя Batch Normalization 
[17]. Dropout - один из методов регуляризации 
(борьбы с переобучением модели). Его суть за-
ключается в «забывании» части информации. 
Т.е. некоторый, заданный заранее процент ней-
ронных связей, разрывается (забывается) на 

выходе из текущего слоя нейронной сети. Batch 
Normalization или пакетная нормализация под-
держивает среднее значение выхода близким к 
0 и стандартное отклонение выхода близким к 
1. Резюме предложенных моделей в Keras пред-
ставлены на рисунке 4.
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Рисунок 4 – Резюме моделей на базе VGG16 и VGG19

 Параметры при обучении использова-
лись следующие. Для предотвращения переобу-
чения модели был определена ранняя остановка 
обучения модели EarlyStopper, когда точность 
модели на валидационном наборе начнет сни-
жаться, что обычно является признаком переоб-
учения. Также был определен обратный вызов 
ReduceLROnPlateau, который снижает скорость 
обучения модели при достижении плато на ва-
лидационном наборе. Фактически происходит 
оптимизация числа эпох и скорости обучения. 
Для обучения были разморожены последние 
блоки предварительно обученных сетей VGG16 
и VGG19 (‘block5_conv1’) [18]. Число эпох было 
определено равным 50, а число шагов в рамках 
одной эпохи – 100. Общее число тренировоч-
ных объектов, представленных в одном батче, 
равнялось 20, валидационный шаг равен 1. При-
менялся оптимизатор, реализующий алгоритм 
RMSprop [19]. Для краткости предложенные мо-
дели на базе VGG16 и VGG19 далее будем обо-
значать как VGG16 и VGG19.

Результаты экспериментов

 Так как размер изображений в наборе 
данных различный, то первый эксперимент с 
применением построенных архитектур нейрон-
ных сетей касался выбора размера входного 
слоя нейронной сети, а соответственно и раз-
мера входного изображения, при котором будет 
достигнута максимальная точность модели на 
тестовом наборе. Эксперимент проводился для 
значений 150×150, 224×224 и 512×512. Выпол-
нялось изменение размеров изображений, пода-
ваемых на вход нейронной сети. Точность ре-
зультатов классификации степени ДР моделью 
оценивалась с помощью F1-меры [20], в общем 
случае представляющая собой гармоническое 
среднее между точностью и полнотой. Однако, 
здесь и далее в статье вычисляла взвешенная 
F1-мера, позволяющая учитывать дисбаланс 
классов, что может привести к тому, что F1-мера 
не будет находиться между точностью и полно-
той. При оценке точности модели использовал-
ся подготовленный тестовый набор, описанный 
выше. Результаты эксперимента представлены в 
таблице 4.

Таблица 4
Точность модели при разных размерах входного изображения
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 Результаты экспериментов показали, 
что при размере входного слоя нейронной сети, 
а соответственно и размере изображения, рав-
ного 512×512, достигается большая точность 
классификации моделей VGG16 и VGG19. Это 
свидетельствует о том, что при данном размере 
сохраняются признаки, позволяющие различать 
наличие и степени ДР в соответствии с таблицей 

1.
 Значительная часть исследователей в 
данной области [21, 22] предлагает выполнять 
на этапе предварительной обработки изображе-
ний обрезку с целью устранения фона, который 
иногда занимает значительный процент площа-
ди изображения, рисунок 5. 

Рисунок 5 – Примеры изображений со значительной площадью фона

 Также необходимо отметить, что грани-
ца между фоном и объектом не всегда резкая и 
однозначная, рисунок 6. Поэтому следующим 
предметом исследования стал этап удаления 
темного фона. Для исследования были выбраны 
два значения яркости 0 и 7 (tol), по которым вы-

полнялась обрезка изображения. Размер изобра-
жения равен 512×512. Точность модели также 
оценивалась с помощью взвешенной F1-меры. 
Максимальная точность классификации степень 
ДР была достигнута моделью VGG19 при обрез-
ке с порогом равным 0, таблица 5.

Рисунок 6 – Профиль произвольной строки для изображения сетчатки глаза

Таблица 5
Точность модели при разных значениях порога для обрезки изображения
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 Также определенный интерес для ана-
лиза результатов представляют матрицы неточ-
ности, которые детально отображают ошибки 
моделей. На рисунке 7 представлены матрицы 
неточностей и матрицы, показывающие процент 
ошибок для каждого класса. Матрицы были 
построены для тестовой выборки при следую-

щих условиях эксперимента: размер входного 
изображения равен 512×512, значения порога 
при обрезке изображения принималось равным 
0 (т.е. условия, при которых была достигнута 
максимальная точность моделей). Истинные 
значения – это строки матрицы, предсказанные 
– столбцы, рисунок 7.

VGG16 VGG19
Рисунок 7 – Матрицы неточностей

 Матрицы неточности показывают, что 
модели хорошо различают наличие и отсутствие 
ДР, когда цена ошибки максимальная. Большая 
часть ошибок приходится на определение сте-
пени тяжести ДР. В качестве рекомендаций при 
решении задачи классификации стадий диабети-
ческой ретинопатии по изображениям сетчатки 
глаза стоит отметить следующее. 
 1. Необходимо анализировать изображе-
ния такого размера, при котором сохраняются и 
различимы признаки ДР. Эксперименты пока-
зали, что размер изображения должен быть не 
меньше 512×512.
 2. Перед стадией принятия решения на 
основе нейронных сетей необходимо выполнить 
предварительную обработку изображений, кото-
рая должна включать операцию обрезки изобра-
жения с целью устранения избыточной площади 
фона.
Дальнейшие исследования целесообразно про-
водить в следующих направлениях: расширить 

перечень архитектур сверточных нейронных 
сетей и число операций предварительной обра-
ботки.

Заключение

 В статье рассмотрен вопрос класси-
фикации стадий диабетической ретинопатии 
с помощью нейронных сетей на изображениях 
сетчатки глаза человека. Исследована задача 
классификации стадий диабетической ретинопа-
тии, а также предложено использовать архитек-
туры глубоких нейронных сетей на базе VGG16 
и VGG19 с добавление пользовательских слоёв. 
На основе проведенных экспериментальных ис-
следований сформулированы рекомендации по 
выбору размера исходных изображений, а так-
же этапу предварительной обработки. Обучение 
моделей нейронных сетей и оценка результатов 
проводилась с учетом дисбаланса классов в ис-
пользуемом наборе данных.
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M.M. LUKASHEVICH, Y.I. GOLUB

CLASSIFICATION OF DIABETIC RETINOPATHY STAGES BASED ON NEURAL 
NETWORKS

United Institute of Informatics Problems of the National Academy of Sciences of Belarus
Belarusian State University of Informatics and Radioelectronics

 Diabetic retinopathy is one of the main side effects of diabetes, which causes severe effects, including blindness. The 
main challenge is the early diagnosis of this disease for timely and effective treatment. Diabetic retinopathy can be detected much 
faster and more accurately by using machine learning methods for image analyzing of the human retina. The development of 
methods and algorithms for the detection and classification of this disease, the automation of this process are the actual and cost-
effective goals.
 The article focuses on the classification of the stages of diabetic retinopathy using neural networks based on human 
retinal images. Classification problem of diabetic retinopathy stages is described.
 The architecture of deep neural networks based on VGG16 and VGG19 with the addition of custom layers is proposed. 
Recommendations for the selection of the size of the initial retinal images and the preprocessing stage (cropping) are given As a 
result of the performed experimental research. Analysis of the dataset was performed. Neural network models were trained and 
results were evaluated with class imbalance taken into account.
 Keywords: image; classification; diabetic retinopathy; neural networks.
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